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Abstrakt

Praca sa venuje kvalitativnemu klasifikovaniu zvoleného tizemia (s hlavnym
dorazom na drevinové zlozenie) za pomoci algoritmu Gaussian maximum likelihood v
softwarovom prostredi ENVI 5.0 na podklade hyperspektralnych dat zabezpecenych
prostrednictvom systému AISA EAGLE.

Druhé cCast’ prace je venovand kombindacii takto klasifikovaného tzemie rastrovej
reprezentacie s vystupom leteckého laserového scanu, ktory nam poskytuje odvodent polohu
objektov reprezentujucich korunové projekcie jednotlivych drevin. Sekundarnym zamerom
prace je vytvorenie, analyza a implementacia hyperspektralnych kriviek jednotlivych tried do
hyperspektralnej kniznice, na zaklade ktorych je mozné automatizovane klasifikovat’ zvolené
uzemie. Vysledkom su mapové vystupy rastrovej a vektorovej reprezentacie popisujice
polohu jednotlivych klasifikovanych objektov.

Zaver prace je venovany demonStracii vyuzitelnosti findlnych vystupov pre
potreby precizneho lesnictva ako plnohodnotného multifunkéného zdroja informacii pre
podporu rozhodovania sa.
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Abstrakt:

The thesis is focused on the use of hyperspectral data in combination with airborn
laser scanning in forestry concerned on classification of various tree species. The first part of
the thesis is dedicated to a brief theory related to the issue, in which are characterized the
hyperspectral data, the spectral behaviour of the vegetation, the spectral classification of
picture, the classification algorithm and airborn laser scanning. The second part is dealing
with technical description of experimental material and the methodology of processing and
evaluation of available data of airborn laser scanning and hyperspectral data provided by
AISA Eagle system. The result of the thesis are percentual evaluations of classification
accuracy for various tree species with use of classification algorythm of Gaussian maximum
likelihood and spectral angle mapper with application with various spectral range. The end of
the thesis summarizes the results, describing the observations and acquired problems while
solving the issue, as well as a proposition for amelioration of classification accuracy and
enhancement of automatization level.
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1. UvoD A CIELE

Neustale sa rozvijajuce technologie a metodiky spracovania dat na réznej urovni
automatizacie v integracii s GIS (geografickymi informaénymi systémami) poskytuju
bohatil paletu informacii stakmer neobmedzenou vyuzitelnostou v réznych odvetviach
hospodarstva i mimo nich. V lesnom hospodarstve mozno vyuzit' celu $kalu technolégii na
zabezpeCovanie potrebnych a primerane presnych informacii pri tvorbe PSL. Pri urovani
hranic jednotlivych JPRL sa momentalne vyuziva prevazne fotogrametria, GNSS
technologie, geodetické metddy a letecky laserovy scan. Pri odvodzovani porastovych
veli¢in aurCovani hranic JPRL (jednotiek priestorového rozdelenia lesa) ma najvicsiu
perspektivu prave letecky laserovy scan. VSetky tieto technoldgie sa navzajom integruju
a dopliaji. V poslednom obdobi sa dostava dopopredia aj vyuZivanie hyperspektralnych
materialov, ktoré zachytavaju odraznosti jednotlivych prvkov v roznych vinovych dizkach,
na baze ktorych sa uréuje kvalita a teda sa prisudzuje prislusnost’ prvku do jednotlivej triedy.

Praca je zamerana na vyuzitenost hyperspektralnych dat ziskanych systémom
AISA Eagles v kombinacii s vhodne spracovanymi datami leteckého laserového scanu (ALS)
pre odvetvie lesného hospodarstva.

Ciel'om prace je :

- vhodnym metodickym postupom na podklade hyperspektralnych dat klasifikovat
zaujmové Uzemie s primarnym zameranim na drevinové zloZenie,

-z dat leteckého laserového scanu odvodit’ korunové projekcie jednotlivych drevin
zvolenej Casti porastu,

- posudit vhodnost' vyuzitia vystupov integrujucich letecké laserové scanovanie

a hyperspektralne data, ako moznej vhodnej inventarizatnej metody pri zbere

a vyhodnocovani Casti dat pre potreby precizneho lesnictva.

2 PROBLEMATIKA

Tvorbou a vyuzitim multispektralnych a hyperspektralnych dat sa zaobera DPZ
(dial’kového prieskumu Zeme). Ciel DPZ je zamerany na urovanie kvality. VyuZiva
poznatky o vlastnostiach elektromagnetického Ziarenia. Jednotlivé povrchy objektov maji
pri interakcii s jednotlivymi vinovymi dizkami elektromagnetického Ziarenia roznu Groveit
odraznosti. Tato skutocnost’ tvori podstatu principu pri spektralnej klasifikdcii obrazu.
S ohl'adom na aplikaciu hyperspektralnych dat pre urCovanie druhov drevin je na obr. €.1
uvedené priemerne spektralne spravanie sa vegetacie, ktoré je podrobnejSie analyzované v
kapitole 2.2 Spektralne spravanie sa vegetacie.

2.1 Hyperspektralne data

Doposial’ nebola zavdzne prijatd presnd definicia charakterizujiica hyperspektralne
data. Na zaklade dostupnych udajov vSak mozno zhrnut' a opisat’ najdélezitejsie Specifika,
ich vyhody a nevyhody. Zakladnym znakom hyperspektralnych dat je, Ze obsahuju vel'ké
mnozstvo spektralnych kanalov elektromagnetického Ziarenia. Tie zachytavaji odraznosti
jednotlivych objektov ajavov v tzkych (od 10 um) na seba nadvdzujicich intervaloch
elektromagnetického spektra pri zachytavani rézneho celkového -elektromagnetického
spektra.

Prave tento technicky parameter predurcuje tieto data k multifunkénému vyuzitiu.
Vedia jemnejSie a presnejSie zachytavat’ a opisovat’ spektralne spravanie sa objektov, o ma
napriklad vel’ky vyznam pri sledovani zmien odraznosti vegetacie v radmci rdznych casovych



radov (sledovanie a vyhodnocovanie fenoldgie,...). Medzi nevyhody hyperspektralnych dat
patri ich naro¢né spracovanie zamerané na radiometrické a geometrické korekcie.

2.2Spektrilne spravanie sa vegetacie

Peraure Wlimad

Obrazok 1: Spektralne spravanie savegetacie
http://nptel.ac.in/courses/105104100/lectureD_20/D_20_3.htm

Ako mozno vidiet, spektralne spravanie sa vegetacie (ich listov)v jednotlivych
vinovych dizkach ovplyvituji v najvacsej miere tri faktory, ktorych rozpitia st schematicky
znazornené v uvadzanom obrazku nad textom. Odraznost’ vegeticie v prvom rozpati
vinovych dizok (0.400 pm — cca 0.650 pum) sa meni primarne v zavislosti od listovych
pigmentov (chlorofyl a, b, karotenoidy, fykobiliny,...), ktoré vyrazne pohlcuju
elektromagnetické Ziarenie v tychto vinovych dizkach. V rozpiti vinovych dizok (0.650 um
— 1.3 pm) ma vyrazny vplyv na zmenu odraznosti bunkova Struktira organov jednotlivych
druhov vegetacie. Uvadzané rozpitie pontka vysokohodnotné informacie, na zaklade
ktorych je mozné uz vizualne (porovnavanim) identifikovat’ celil paletu objektov a javov s
ohl'adom na zameranie. Tretia ¢ast’ elektromagnetického Ziarenia (1.3 — 2.6 um) je vyrazne
pohlcovana v zavislosti od podielu vody v pletivach. Kazdy druh vegetacie ma svoju
identicku krivku spektralneho spravania sa. Prave tento fakt je predmetom skiimania pri ich
klasifikacii. Tu ale nastaiva problém tzv. zmieSaného pixelu, ktorého problematiku
podrobne;jsie riesi VAN DER MEER, et. al.2001.

2.3Spektrilna Klasifikacia obrazu

Pod pojmom klasifikicia obrazu rozumieme zatried'ovanie obrazovych prvkov do tried na
zéklade vopred stanovenych kritérii. DnesSné digitdlne rastrové reprezenticie mozu
nadobudat’ hodnoty v rozsahu az 24-bit, ¢o prestavuje 16 777 216 moznych hodnét v ramci
pixelu pri snimani. Pri hyperspektralnych datach st tieto snimky bud’ v 12-bitovom alebo 16-
bitovom formate. Potencionalne vedia tieto 16-bitove snimky zachytit’ az 65 536 stupiiov
odraznosti, ktoré sa v pocitacovom prostredi vizualne prejavuju réznym stupnom odtiefiov
sivej, s ktorymi vie pocitac pracovat a d’alej vyhodnocovat. Len tazko si mozno predstavit’
¢loveka schopného rozpoznat 65 536 odtienov sivej, ktory by dokazal takéto data
zatried'ovat’ a klasifikovat’ len na zaklade ich odtiena. Pod spektralnou klasifikaciou obrazu
rozumieme automatizované zatriedovanie jednotlivych pixelov do tried prostrednictvom
rozhodovacich pravidiel (algoritmov), ktoré zohladfiuji hodnoty DN charakterizujuce
spektralnu odraznost’ objektov a javov zachytenych v ramci pixelu.


http://nptel.ac.in/courses/105104100/lectureD_20/D_20_3.htm

Spektralna klasifikacia obrazu sa deli na:
a) nekontrolovanu,
b) kontrolovanu.

2.4 Kontrolovana Kklasifikacia — Gaussian maximum likelihood

Pri  kontrolovanej klasifikacii pozname vopred klasifika¢né triedy, ktoré
identifikujeme priamo pri terénnych pracach (referencné udaje). Vsetky identifikované
objekty patriace do prislusnej triedy tvoria trénovaciu mnozinu, na podklade ktorej sa
vytvara interpretaény kIa¢ z hodnot DN v jednotlivych vinovych dizkach.Prostrednictvom
vytvoreného interpreta¢ného kl'ica sa po porovnavani zatried’uju jednotlivé obrazové prvky
do prislusnych tried.

a) Gaussov klasifika¢ny algoritmus maximalnej pravdepodobnosti

Algoritmus je zalozeny na principe klasifikacie vyuzivajucej rozptyl a kovarianciu
exaktne vytvorenych trénovacich mnozin (ROI). Pri klasifikacii vychadza z normalneho
rozdelenia hodnét DN v ramci jednotlivych trénovacich mnozin. Vlastnosti vyberového
suboru (hodnoty DN) popisuje mierou polohy, ktorou je priemer. Ten urCuje polohu
priemernej DN hodnoty v ramci 2D priestoru. Velkost je definovand mierou variability a to
rozptylom, pricom jej tvar a orientdcia je popisand kovarianciou, ktora je kalkulovana v
ramci regresnej a korelaénej analyzy. Z tychto parametrov sa pre kazdy obrazovy prvok
vstupujuci do klasifikacie vypocita Statistickd pravdepodobnost’ pre kazda jednu stanovenu
triedu. Prvok bude teda zaradeny do triedy podla vypodéitanej najvacsej pravdepodobnosti,
pri zohl'adneni vSetkych pravdepodobnosti voci triedam. Potrebna prahova pravdepodobnost’
sa voli pri parametroch klasifikacie. Vyhodou tejto metody je, Ze zohl'adiuje kolisanie DN
hodnét a ze nedochadza k preklasifikovaniu (zaradeniu jedného obrazového prvku k dvom
triedam).Nevyhodou je vSak pracnost a casova narocnost’ pri zohladneni potrebnych
terénnych Setreniach (ZIHLAVNIK, S., SCHEER, L. 2001).

Rozsirenim o Bayesovu klasifikdciu mozno dosiahnut' optimalnejsie vysledky.
Princip spociva v zohladnovani dvoch faktorov pri kazdej klasifikovanej triede. Ide
o pridelenie roznej pravdepodobnosti v zavislosti od vyskytu ur¢itého prvku v klasifikovanej
oblasti a priradeniu vahy nakladov spojenych s chybnou klasifikiciou (THOMAS
M.LILLESAND, et al. 2008). Schematické zobrazenie popisujiice princip prace algoritmu ja
na obr. 11.Zobrazenie principu prace algoritmu GAUSSIAN MAXIMUM LIKELIHOOD v:
a) 3Dpriestore, b) 2D priestore.
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Obr. 1: Zobrazenie principu prace algoritmu GAUSSIAN MAXIMUM
LIKELTHOOD v: a) 3D priestore, b) 2D priestore



Zdroj: http: / /nptel.ac.in/courses/105104100/lectureD 28/D 28 4.htm

Pri tomto parametrickom algoritme sa dosahuju pri vyhodnocovani presnosti
najlepsie vysledky. AvSak na druhej strane vyzaduje preciznu pripravu a zber dat, ktoré su
¢asovo a finan¢ne narocné.

3EXPERIMENTALNY MATERIAL A METODIKA
3.1 Experimentalny material

Experimentalny material pozostaval z/zo:

a) pracovnej mapy vhodnej spektralnej kompozicie doplnenej o bodové pole polygonového
tahu,

b) stabilizovaného a signalizovaného bodového pol'a polygénového tahu, ktoré sluzilo ako
hlavny orientaény prvok v lesnatej zdujmovej lokalite pri zbere potrebnych informacii,

¢) bodov zameranych GNNS prijimac¢om (Trimblegeo xh6000 series), zachytavajucich
polohu zadujmovych prvkov,

d) opisu porastov LHC z aktudlneho PSL pre vybrant lokalitu,

e) dat leteckého laserového scanu,

f) hyperspektralnych dat systému AISA eagle.

Pre $irsie suvislosti uvadzame podrobnejsie informacie o hyperspektralnych datach:
- priestorova rozliSovacia schopnost’ snimky: 0.5 m
- radiometrické rozliSenie: 16-bit (65 536 moznych hodndt DN vysledného rastra pri
snimani)
- spektralne rozliSenie : 10 pm
- spektralny rozsah: 0.400 — 1.000 pm
- pocet spektralnych pasiem: 65
- projekény stradnicovy systém: UTM 32
- Casovy aspekt: 8.7 —10.7

3.2Metodika

3.2.1 Pripravné prace

Pripravné prace pozostavali z/zo:
a) analyzy dostupnych hyperspektralnych materialov celého VSLP a zvolenie zaujmovej
lokality,
b) tvorby vektorovej vrstvy vizualne farebne odliSnych objektov, ktoré budu pri terénnych
pracach predmetom presetrovania,
¢) vytvorenia terénnej mapy, ktorej obsah bol nasledovny:
- rastrova podkladova vrstva bola tvorena vhodnou kompoziciou spektralnych pasiem,
vysledkom ktorej bola leteckd snimka v nepravych farbach (v kvazi ¢ervenom spektre ju
tvorila vrstva (band) s vinovou dizkou 0,810 pm ,v zelenom spektre 0,680 pma modrom
spektre 0,587 um,
- vektorova vrstva charakterizovala polohu zameranych bodov polygéonového tahu a
zaujmovych objektov, ktoré bolo potrebné pri terénnom Setreni identifikovat’ a kvalitativne
zatriedit’ do tried,
- gridova vrstva v spone 50 x 50 m naprie¢ mapovym listom znazornovala priebeh
projekcnej siete a zlepSovala tak orientaciu v zaujmovej lokalite



-mimoramové udaje dopinali praktickii vyuZitelnost' terénnej mapy, §lo najmi o mierky
(¢iselna, graficka), legendu, severku a textovu Cast’.

Prvotnéd analyza prebichala cez modul 2D Scatter plot, kde bolo mozné nahrubo
vizudlne identifikovat hierarchicky najvyssie (dobre separované) triedy, ktoré reprezentovali
Struktaru lokality (listnaté dreviny, ihli¢naté dreviny, lika, cesta).

3.2.2 Terénne prace

Terénne prace sa zameriavali hlavne na preSetrovanie, identifikovanie a kvalitativne
zatried'ovanie objektov vytvorenej vektorovej vrstvy do tried. Pre orientaciu v teréne sa
vyuzivalo existujice bodové pole polygéonového tahu, vytvorena terénna mapa a buzola.
Zaroven sa do terénnej mapy zakreslovala poloha a plocha prvkov, ktoré boli mimo
vytvorenej vektorovej vrstvy a bud”:

a) plosne rozsirovali uz existujuce kvalitativne triedy,
b)vylisovali nové kvalitativne triedy.

V tomto bode vSak nastal ¢asom popri Setreni problém. Problém tykajuci sa miery
zohl'adiiovania detailu pri vycleniovani tried v zavislosti od zaujmu lesnictva. Pri vy¢leniovani
tried boli pouzité nasledovné kritéria:

a) plosné zastlipenie v lokalite (ltika, cesta,....),

b) identifikovatel'nost’ na snimke,

¢) druhova pribuznost’ objektov a ich zlucenie (zjednoduSenie) pri ¢o najmensej strate
informacii.

K prikladu mozno uviest pripad dvoch druhov drevin z rodu Pinus v ramci lokality.
Dominantnym druhom bola Pinus sylvestris L., zaroven sa v lokalite nachadzala aj Pinus
strobus L., ktord nieje v lokalite rozSirena a na snimke nieje rozpoznatelna. Jej plosne
zastipenie by nepostacovalo na vytvorenie ROI podla odporicanych kritérii, o ktorych bude
zmienka nasledujucej kapitole: 4.2.3 Kancelarske prace. Na podklade tychto informacii bolo
rozhodnuté, ze aj ked sa tento druh dreviny v zdujmovom tzemi nachadza, nebude pre fu
vytvorena osobitna kvalitativna skupina. Zaroven sa lokalita s jej vyskytom nezarad’ovala do
ROI pre drevinu Pinus sylvestris L.. Rovnako tato lokalita nevstupovala ani ako kontrolna
referencnd plocha. Tym sa zamedzilo zbytoénému skresl'ovaniu vystupnych Statistik (pre
ROI) a naslednym skresleniam pri hodnoteni presnosti klasifikacie. Pre vyskumne ucely
postacovalo v ur€itych pripadoch vytvorit' triedy pre jednotlivé rody drevin (pr. Crataegus
sp.).Stucastou terénnych prac bol aj odber zimnych pucikov spornych nezaradenych, ale na
snimke identifikovanych druhov drevin. Je potrebné si uvedomit’, Ze hyperspektralne dat
poskytuji multifunkény zdroj informaécii a je len na nas, aby sme vhodne stanovili predmet
skiimania, od ktorého sa bude odvijat’ proces mapovania.

3.2.3 Kancelarske prace

V tejto faze sa systematicky spracovavali Udaje a data z terénneho Setrenia.
Postupne sa podla odportcanych metéd a kritérii dospelo k prechodnym a findlnym
vystupom, z ktorych boli kalkulované a interpretované vysledky.

Pre zhrnutie sa v tejto kapitole budeme v kratkosti venovat’:
a)tvorbe masky (vylucenie zatienenych Casti z klasifikacie),
b) trénovacim mnozinam (ROI), kontroly ich odlucitelnosti a vizualizacie, tvorba
referencnych dat
¢) tvorbe hyperspektralnych kriviek a ich exportovanim do spektralnej kniznice,
d) Kklasifikacnému algoritmu Gaussian Maximum Likelihood(zvolenym parametrom pri
klasifikacii)
e) metodike spracovania LIDAR dat a tvorbe korunovych projekcii
f) zonalnej Statistike



Spracovanie prebiehalo v softwarovom prostredi ENVI 5.0 od firmy EXELIS, Exell
od firmy MICROSOFT a ArcMap 10.2 od firmy ESRI.

a) Vysek zaujmového uzemia a tvorba masky reprezentujucu tien

V softwarovom prostredi ENVI cez modul RESIZE DATA bolo vyextrahované
zaujmové Uzemie so vietkymi vinovymi dizkami, ktoré bolo definované polygénom vo
vektorovej reprezentacii. Masku v tomto ponimani mozno opisat’ ako Cast’ uzemia, ktora
nema vstupovat’ do klasifikacie. V nasom pripade iSlo o vytvorenie masky pre ¢asti uzemia
vyrazne zatienené. DOvodom je fakt, Ze zatienene cCasti objektov maji iné spektralne
chovanie, ako aj iné hodnoty DN, ¢o by vyrazne ovplyvnilo Statistické charakteristiky
vyberovych stiborov jednotlivych tried. Pre tento ucel bola po analyze vybrana vrstva z
hyperspektralnych dat, ktora opticky najviac vystihuje polohu tiena. Vyber vrstvy prebehol
Cisto subjektivne a celkovo je tato Cast spracovania udajov a tvorba vystupov vylucne
subjektivna. Pre tento Gidel bola zvolena vrstva 42 zachytavajuca vinova dizku 0.7727 ym.Za
pomoci histogramu bola ur¢end hrani¢na hodnota DN, po ktorti budeme vsetky rastre s
danou hodnotou DN klasifikovat’ ako tien. Pre tento pripad boli vSetky rastre s hodnotou DN
v intervale 0 — 1100 DN (okrem cesty, ktora bola v druhom kroku vypustend) klasifikované
cez modul RECLASSIFY ako tien. Rastrova reprezentacia bola prevedena cez modul
RASTER TO POLYGON do vektorovej reprezentacie.

b) Tvorba trénovacich mnozin (ROI) a referencnych dat

Cez modul ROI TOOLS v prostredi ENVI 5.0, boli postupne vytvarane polygony
charakterizujuce polohu objektov patriacich jednotlivym triedam. Minimalny pocet rastrov
tvoriacich vyberovy subor jednej triedy, pre ktora budd kalkulované Statistické
charakteristiky bol zvoleny na 650 rastrov na jednu triedu. Pri stanoveni potrebného rozsahu
vyberového stiboru sme sa snazili drzat' odporacani podl'a LILLESAND et al. (2008), ktory
uvadza , ze rozsah vyberového siiboru by sa mal pohybovat’ na Grovni 10n az 100n, kde n je
mnozstvo spektralnych kanalov analyzovanych hyperspektralnych dat. V nasom pripade to
predstavovalo 10 x 65 = 650 potrebnych pixelov na triedu. Vytvarané ROI boli podl'a
situdcie  rovnomerne priestorovo usporiadané tak, aby zabezpeCovali Co najlepSiu
reprezentativnost. Pre takto vytvorené ROI prebehla v module COMPUTE ROI
SEPARABILITY, ktory pouziva na vypoclet vzdialenosti Jeffries-Matusitov algoritmus,
kalkulacia oddelitel'nosti jednotlivych tried. Vysledkom je koeficient v rozsahu od 0 po
2.Hodnota 0 indikuje Ziadnu (zI) separabilitu medzi porovnavanou dvojicou trieda hodnota
2 indikuje vysoku separabilitu. VSeobecne mozno uz vysledky z hodnotou nadl.9 mozno
povazovat’ za uspokojivé (THOMAS et al. 2001).

V druhej Casti tychto prac boli spracované a vytvorené aj tzv. referencné data, ktoré
charakterizovali polohu jednotlivych porovnavacich tried, na baze ktorych prebiehalo
zistovanie presnosti klasifikacie. Po analyze oddelitel'nosti jednotlivych tried sa pristipilo ku
kalkulacii Statistickych charakteristik pre jednotlivé triedy cez modul COMPUTE ALL
STATISTIC. Oddelitelnost’ jednotlivych tried je mozné vizualizovat v module N-
DIMENSIONVISUALIZER.

¢) Tvorba hyperspektralnych kriviek a ich export do hyperspektralnej kniznice:

Po zohladneni vSetkych skutoc¢nosti s ohadom na minimalny rozsah vyberového suboru a
potvrdenej oddelitel'nosti sa pristupilo ku kalkulacii Statistickych charakteristik opisujucich
spektralne spravanie jednotlivych tried, ktoré prebehlo v moduly COMPUTEALL
STATISTIC. Vysledkom kalkulacie bola podrobna statistika pozostavajica z regresnej a
korelacnej analyzy a z mier polohy a variability. Sucastou vystupov st aj hyperspektralne
krivky jednotlivych tried odzrkadlujtcich ich priemerné spektralne spravanie sa v ramci
jednotlivych vlnovych dizok. Tieto empiricky ziskane krivky mozno exportovat do
spektralnej kniznice, ktora sluzi ako zdroj informacii pri klasifika¢nom algoritme SAM.



d) Klasifikacia lokality prostrednictvom parametrického algoritmu Gaussian
Maximum Likelihood
Je to algoritmus zohl'adfiujuci rozptyl a kovariaciu trénovacich mnozin, priCom pri vypocte
rata s Gausovym normalnym rozmiestnenim DN hodnét vytvorenych trénovacich mnozin.
Ako vstup pre klasifikdciu sme pouzili vysek zdujmového uzemia a vSetky zalozené a
overené¢ ROI. Hodnota pravdepodobnosti pri klasifikacii bola pre vSetky triedy nastavend na
0.1.V prvom kroku bolo zaujmové tzemie klasifikované pri zohl'adneni full setu (pri pouziti
vietkych vinovych dizok od 0.400 um po 1.00 pum ), a v druhom kroku iba z rozpitia
spektralnych vinovych dizok od 0.700 pm po 1.000 um. Dévodom bol fakt, Ze v tomto
rozmedzi vinovych diZok je uz vizualne lepsia odligitelnost’ jednotlivych tried.

e) metodika spracovania LIDAR dat a tvorba korunovych projekcii:
Samotnej metodike spracovania sa venuje viacero autorov a vyskumnych timov. Pre potreby
odvodenia korunovych projekcii drevin bola pouzita metodika podl'a Michaela Swamera,
ktory odvodzuje korunové projekcie na baze tvorby povodi. Na obrazku 17.Spracovanie dat
ALS: podla metodiky Michael Swamer, je zndzorneny cely proces spracovania laserovych
dat, ako aj odvodzovania korunovych projekcii v prostrediArcMapl0.2 prostrednictvom
modulu model builder (obrazok 2).
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Obrézok 2: Spracovanie LAS — odvodzovanie korunovych projekcit

f) Zonalna $tatistika
Klasifikované uzemie v rastrovej reprezentacii bolo exportované z prostredia ENVI 5.0 vo
formate TIFF, ktory je Ccitatelny pre software ArcMap, v ktorom prebiehalo dalSie
spracovanie. Do zaloZeného projektu boli naimportované vytvorené korunové projekcie. Cez
modul ZONAL STATISTIC AS TABLE prevezmeme a pridelime atributy majoritného
zastipenia pixelov danej triedy polygonu, do ktorého spadaju. Vysledkom je po prepojeni
cez JOIN TABLE vektorova reprezentacia korunovych projekcii, ktorda ma naplnent
databazu s informaciami o identite jednotlivych korunovych projekcii vo vztahu k drevinam.

5 VYSLEDKY



Pri terénnych pracach bolo v zdujmovom uzemi nédjdenych 16 druhov drevin a to:
Pinus sylvestris L., Pinus Strobus L., Juniperus comunis L., Abies alba Mill., Picea abies L.,
Larix decidua Mill., Betula pendula Roth., Fagus sylvatica L., Quercus sp., Cerasus avium
L., Tilia sp., Populus sp., Carpinus betulus L., Acer pseudoplatanus L., Fraxinus excelsior L.,
Crataegus sp.,

Nie vietky druhy drevin viak spinali poZiadavku na minimalny rozsah vyberového
suboru, ktory mal byt tvoreny z minimalne 650 pixelov. Niektoré druhy drevin neboli na
hyperspektralnych datach ani identifikovatelné. Z tychto doévodu boli vylucené z buducej
klasifikacie dreviny Juniperus comunis L., Pinus strobus L., Abies alba Mill., Cerasus avium
L., Populus sp..

V tab. ¢.1: Popis mapovanych prvkov, je uvedeny prehl’ad identifikovanych drevin,
ich mnozstvo pixelov, z ktorych sa skladali trénovacie mnoziny (tvorili vyberovy subor pre
kalkuléciu Statistickych charakteristik), poc€et lokalit, z ktorych sa skladali, ako aj mnoZzstvo
najdenych a identifikovanych referen¢nych dat.

Tab. ¢.1: Popis mapovanych prvkov

, ferencnych Pocet vymera kontrolnych
Mapovany prvok vymeta referencnye referencnych referencnych prvkov v
prvkov v pixloch A .
pléch pixloch

Larix decidua Mill. 133 3 -
Picea abies L. 942 13 943
Pinus sylvestris L. 935 8 1,173
Fraxinus excelsior L. 335 1 -
Betula pendula Roth. 201 1 -
Tilia sp. 661 7 747
Acer platanoides L. 284 1 -
Carpinus betulus L. 682 6 1,671
Crataegus sp. 408 3 534
Quercus sp. 693 4 2,123
Fagus sylvatica L. 788 5 965
Cesta 449 4 540
Pokosena luka 2,476 2 5,240
Nepokosena luka 976 2 1,205

Ako vidiet’ v tabul’ke €. 1: Popis mapovanych prvkov, pre findlnu klasifikaciu bolo
vybranych a pouzitych 14 tried, z ktorych len 8 splialo kritérium minimélnej vymery
vyberového suboru (sivo vyznacené bunky). Pri Styroch triedach dokonca absentovalo
potrebné mnozstvo referencnych dat v pixeloch pre zhodnotenie presnosti
klasifikacie.(Larix decidua Mill., Fraxinus excelsior L., Betula pendula Roth., Acer
platanoides L.)



Tab. ¢.2: Vplyv pouzitého elektromagnetického rozpitia na presnost’ klasifikacie Gaussian
maximum likelihood v %

Nadhodnotenie Podhodnotenie Prod.Acc. User Acc.
Trieda 0.7- 04-10 0.7-1.0 04-1.0 0.7-1.0 04-1.0 0.7-1.0 0.4-1.0

1.0um pm pm pm pm pm um um
Carpinus betulus L.~ 33.77 24.7 20.23 62.9 79.77 37.1 66.23 75.3
cesta 0.68 0 0 0 100 100 99.32 100
Crataegus sp. 27.82 0 1.15 37.18 98.85 62.82 72.18 100
Fagus sylvatica L. 15.67 44.02  28.68 11.32 71.32 88.68 84.33 55.98
nepokosena luka 2.75 0 2.1 1.09 97.9 98.91 97.25 100
Picea abies L. 5.77 9.51 11.78 2.56 88.22 97.44 94.23 90.49
Pinus sylvestris L. 4.46 2.12 3.29 4.68 96.71 95.32 95.54 97.88
pokosena luka 0.06 0.21 0.66 0 99.34 100 99.94 99.79
Quercus sp. 15.34 1475 13.78 16.91 86.22 83.09 84.66 85.25
Tilia sp. 5.7 36.62  34.35 0.4 65.65 99.6 94.3 63.38

Charakteristika hodnoteni k tab. ¢.2:

- Chyby z nadhodnotenia (Errors of Commission). Popisujt, aka ¢ast’ referenénych dat bola
zaradena do nespravnych klasifikacnych tried.

- Chyby z podhodnotenia (Errors of Omission). Popisuji, akej ¢asti klasifikovanych dat boli
priradené nespravne referenéné data, resp. prava presnost’ v zamerani, ¢i klasifikovany pixel
padol alebo nepadol do referen¢nych dat, ktoré mu odpovedaju.

- Producentska spravnost (Producent’s Accuracy). Opisuje presnost’ vSetkych
klasifikovanych tried, kde sa pri vypoéte porovnavaju referenéné triedy s jednotlivymi
klasifikovanymi triedami.

- Uzivatel'ska spravnost’ (User’s Accuracy). Opisuje presnost’ klasifikovanych tried, priCom
porovnava kazdu jednu klasifikovanu triedu individualne s referenénymi triedami.

V tabul’ke ¢.2 je uvedené zhodnotenie presnosti klasifikacie (v %). Je to len zlomok
informacii o presnosti  klasifikdcie, preto hodnotime len tie najpodstatnejSie:
nadhodnocovanie jednotlivych tried, podhodnocovanie jednotlivych tried, producentska
presnost’ a uzivatel'ska presnost. Sivou farbou je vyznacena producentska  presnost
zdovodu Ze nam popisuje presnost’ z podhodnotenia, kde boli priamo porovnavané
referencné data s vyprodukovanymi. V tabulke jasne vidiet, ze pouzity algoritmus dosahuje
vacsiu presnost’ pri pouziti spektralneho rozpitia od 0.7-1.0 um. Dokonca bolo z celkového
mnozstva 15 141 referencnych pixelov klasifikovanych pri tomto rozpéti 13 366 pixelov
oproti 11 480 pixelom pri pouziti elektromagnetického rozpétia 0.4-1.0 pum. Klasifikovalo sa
teda viac pixelov pri vyssej presnosti. Trieda Crataegus sp. je najviac zasiahnutd zmieSanim
pixelu, ked’ze pixel reprezentujici polohu danej triedy obsahoval aj zna¢nt Cast’ triedy luka.
Preto tato trieda reagovala na znizenie presnosti pri pouziti celého rozparia
elektromagnetického spektra.



Tab. €.3: Vplyv pouzitého elektromagnetického rozpitia na presnost’ klasifikicie SAM v %

Nadhodnotenie =~ Podhodnotenie Prod.Acc. UserAcc.
Trieda 0.7-1.0 04-1.0 0.7-1.0 0.4-1.0 0.7-1.0 0.4-1.0 0.7-1.0 0.4-1.0
um um um um pum pum um um
Carpinus betulus L.  33.77 24.7 20.23 629 79.77 37.1 66.23 75.3
cesta 0.68 0 0 0 100 100 99.32 100
Crataegus sp. 27.82 0 1.15 37.18 98.85 62.82 72.18 100
Fagus sylvatica L. 15.67 44,02 28.68 1132 71.32 88.68 84.33 55.98
nepokosena luka 2.75 0 2.1 1.09 97.9 9891 97.25 100
Picea abies L. 5.77 9.51 11.78  2.56 8822 9744 9423 90.49
Pinus sylvestris L. 4.46 2.12 3.29 4.68 96.71 9532  95.54 97.88
pokosena luka 0.06 0.21 0.66 0 99.34 100 99.94 99.79
Quercus sp. 15.34 14.75 13.78 1691 86.22 83.09 84.66 85.25
Tilia sp. 5.7 36.62 3435 0.4 65.65 99.6 94.3 63.38

V tabul’ke ¢.3 je uvedené zhodnotenie presnosti klasifikacie (v %). Sivou farbou je
vyznac¢end producentska presnost’ z dovodu, ze ndm popisuje presnost’ z podhodnotenia, kde
boli priamo porovnavané referenéné data s vyprodukovanymi. V tabul’ke vidiet, ze pouzity
algoritmus dosahuje vacs§iu presnost’ pri pouziti spektralneho rozpatia od 0.4-1.0 um. Z
celkového mnozstva 15 141 referenénych pixelov klasifikovanych pri tomto rozpdti 7 911
pixelov oproti 11 622 klasifikovanym pixelom pri pouziti elektromagnetického rozpétia 0.7-
1.0 um. Pri rozpati 0.4-1.0 um bolo klasifikovanych menej pixelov pri vyssSej presnosti.

bola nadhodnotena najma trieda Quercus sp.

Pri porovnani pouzitych algoritmov mozno zhodnotit, Ze pri aplikacii algoritmu
Gaussian maximum likelihood je vhodnejSie pouzit’ rozpitie elektromagnetického Zziarenia
rozpétia 0.7-1.0 um. Naopak pri pouziti algoritmu SAM je vhodnejSie pouzit’ vzdy celé
dostupné zachytené elektromagnetické pole, Cize opacne ako pri aplikacii algoritmu
Gaussian maximum likelihood kedy je vhodnejSie pouzit’ uz spominané elektromagnetické
rozpétie 0.7-1.0 pm

Tab. €. 4: Porovnanie presnosti a spradvnosti v zdvislosti od elektromagnetického rozpétia

Klasifika¢nv algoritmus Rozpitie um OA % Kappa index i
Gaussian maximum likelihood 0.400 - 1.00 89,477 0,8687 +0,00629
0.700 - 1.00 90,695 0,3862 +0,00949
SAM 0.400 - 1.00 83,3017 0,8031 +0,00822
0.700 - 1.00 78,8246 0,7198 +0,00743

V tabulke ¢.4 vidime zhrnutie opisujuce : rozpdtie, celkovl presnost’ klasifikacie
(OA %), kappa koeficient a ocakavanu odchylku od klasifikacie.
OA % - celkova presnost’ klasifikacie nam popisuje kol'ko vSetkych obrazovych prvkov bolo
klasifikovanych spravne



Kappa koeficient: popisuje kol’ko % chyb sme odstranili pri pouziti algoritmu s danymi
parametrami pri danych podmienkach, ktoré by vznikli, ak sme pouzili Gplne ndhodnu
klasifikaciu.

A, - odchylka od kappa indexu nam charakterizuje ndhodnu chybu, ktort mézeme ocakavat
pri klasifikacii s titulu pésobenia nadhodnych faktorov.

Jednou z moznosti zlepSenia klasifikacie je spojenie vyslednych klasifikacnych
rastrov s vysledkami leteckého laserového scanu v prostredi ArcMap cez modul Zonal
statistic as table pri nastaveni zohl'adiiovania majoritnej pocetnosti pixelu padnutého do
jednotlivych polygonov reprezentujucich korunové projekcie. Vysledkom su teda korunové
projekcie jednotlivych druhov drevin doplnene o atribity z podkladového rastra (obr.
¢.3).Presnejsie korunové projekcie pre ucely porovnavania by bolo mozné ziskat napr.
pouzitim technoldgie Field-Map (TOMASTIK, TUNAK 2015), &o by ale bolo netmerne
¢asovo naroénejsie.

Pri aplikacii tejto fizie vychadzame z podstaty, Ze nieje potrebné klasifikovat
vSetky obrazové prvky, ale iba tie, ktoré s najvaésou pravdepodobnostou spadaju do danej
triedy. Tieto kritéria sa nastavuju pri klasifikacii.

| r TR
'_EIEI—I M~ DB | pB F Ii. | '_J" i
ool ' i "'IJI:IEI | HB / Ligm
) =i ks i W
_.""_ b 1 N _.-' ilt] k-
BK 1 o8 [ r
Y s | e
L) __,-"" I S ., D& '\_ e 'l;r
—— 9 J i
/ LR L R SR ~
I v, b
| P | g
/ D@ [T pa | r
B | 8 ( e
1 = F —" \
|_| “0a Il oe |L
L ==Ll § 1 ey
N0 ot —r— e II_.--P(
| 1| B | . 2] oA 1 W]
L | 3 e
e -'LH“H.__)J H""--!JH - S
7 S
; Wi ATl T

Obrazok ¢.3: Korunové projekcie s priradenym atribitom
drevin



6 ZAVER

Na zaklade dosiahnutych vysledkov mozno potvrdit’ perspektivnost’ vyuziteI'nosti
hyperspektralnych dat v kombindcii s laserovym leteckym scanom. S novymi pristupmi a
metdédami spracovania ALS mozno ocakavat zvySenie presnosti pri odvodzovani
korunovych projekcii (podfa VEGA C.; DURRIEU, S, bola dosiahnutd presnost pri
identifikacii 73.97%), a zamedzit' tak napr. ich nadmernej fragmentacii alebo naopak
prilisnému zhlukovaniu.Za tychto predpokladov mozno ocakavat’ celkové zlepSenie presnosti
pri pridelovani atributov z rastrovej vrstvy (vystupu klasifikacie) vektorovej (korunové
projekcie jednotlivych drevin).

Po analyze vysledkov tejto fizie sme dospeli k zaveru, Ze nieje nutné klasifikovat’
vSetky rastre skimaného tizemia, ale iba tie, ktoré budi skuto¢ne reprezentovat’ danu triedu
pri pozadovanej presnosti. To je potrebné zabezpecit' pri nastaveni hrani¢nych kritickych
hodnét pri vybranej klasifikacii. Podmienkou pre zonalnu $tatistiku je, aby aspon jeden raster
charakterizujtici konkrétnu triedu padol do polygonu reprezentujuceho korunovi projekciu
dreviny, ktorej bude priradeny atribut z rastra. Je vSak nutne podotknut’, ze pre prepojenie
tychto dvoch technoldgii je potrebné ich precizne predspracovanie (geometrické korekcie,
georeferencovanie, radiometrické korekcie, ...). Dalsim moznym rieSenim pre krok vpred
k automatizovanému spracovaniu je vytvorenie hyperspektralnych kriviek vyznamnych
druhov drevin v laboratornych podmienkach, pricom by sa pri vytvarani kriviek
zohl'adiiovala fenofdza, ontogenéza a zdravotny stav dreviny. Disponovanim takymito
datami by sa zamedzilo pracnym terénnym pracam zameranych na zber k tvorbe trénovacich
mnozin azuzil by sa len na zistovanie presnosti klasifikacie a zberu referencnych dat,
pripadne by sa len preSetrovali polohy klasifikovanych druhov drevin. V neposlednom rade
je potrebné spomenut problematiku tzv. Cistoty pixelu reprezentujuceho isty povrch,
respektive jeho mixu v redlnych podmienkach, ktory ovplyviiuje hodnotu DN a tym zasahuje
do celkového vysledku klasifikacie. Zaverom mozno zhrnut,, ze aj ked’ je tu vel'a otaznikov,
je mozné ocakavat’ progres tychto technoldgii smerom k presnosti a irovni automatizacie.
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