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Data a popis experimentu

Detekce smrku a kosodreviny v ¢asti
vychodni tundry KRNAP

VHR letecké snimky — RGB, NIR

nDSM vygenerovany z LiDARovych dat
vyuzit k poloautomatické anotaci

Tri experimenty, liSici se mnozstvim
trénovacich dat:

o 1% rucni anotace
e 33%,67% poloautomaticka anotace

V ramci ctvrtého experimentu byly
neuronoveé sité natrénovany s pouzitim pouze
jednoho typu vstupnich dat (RGB/CIR)



Porovnani klasifikacnhich metod

BéZné pouzivané: Vsechny klasifikace implementovany jako
e Maximum Likelihood skripty v Pythonu (scikit-learn, PyTorch)
e Random Forest

° KrakonosNet:

Support Vector Machine
batch normalisation vrstvy

,Encoder-decoder” sité: dropout
® hojné vyuzivany U-Net snizeni poCtu feature maps
® navrhovana adaptace KrakonosNet alternativni aktivacni funkce (PReLu)
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Vysledky

modely trénované na omezenych
vstupnich datech (RGB/CIR) dosahly
srovnatelnych vysledkl jako ostatni
neuronove sité

Background Pinus mugo Picea abies Mean

UA PA F1 UA PA F1 UA PA F1 oA F1
MLC 94.07 | 43.35 58.41 | 41.54 2569 @ 3174 | 459 | 52.85 8.45 37.61 | 32.87
SVM 92.26 60.53 73.10 56.10 60.94 58.42 15.38 81.70 25.70 61.61 52.47
RF 93.88 51.9 66.85 53.20 58.46 55.71 10.00 66.97 17.40 54.63 46.65
U-Net 83.60 | 80.20 81.87 | 66.21 58.90 6234 | 31.73 | 7456 4452 | 7328 | 6291
KrakonosNet 83.44 81.22 8232 66.45 58.84 62.41 35.13 76.46 48.14 74.00 64.29

Table 4: Results for the 67/33% data split



Diskuse a zaver

Potvrzeni vyhod hlubokého uceni oproti béznym metodam klasifikace
»,Encoder-decoder” sité — nejlepsi vysledky pro nejvice trénovacich dat
BéZné metody klasifikace — nejlepsi vysledky pro ru¢né anotovana data
V ramci prace dohromady vzniklo 8 skriptd v jazyce Python

U-Net a KrakonosNet byly dale vyuzity v projektech pro stanoveni horni hranice lesa v
KrkonoSském NP a CHKO Jeseniky



